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摘 要: 在建立城市层面的建筑用电量预测模型时，对 BP 神经网络结构及其训练

算法进行了研究。针对常规 BP 网络算法收敛速度慢、易陷入局部最小点的缺点，采用

了具有较快收敛速度及稳定性的 L-M 算法进行了改进，建立了基于改进 BP 神经网络

的建筑预测模型。最后通过上海市某栋公共建筑原始用电能耗统计数据作为样本对

该预测模型进行了验证，验证结果表明，基于改进BP神经网络的预测模型适合建筑的

用电量预测。
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Abstract: According to the complex nonlinear characteristics of the building energy consumption，the structure
of BP neural networks and its training algorithm were studied． In the study，as the traditional BP algorithm has some
unavoidable disadvantages such as the slow training speed and being easily plunged into local minimums，an optimized
L-M algorithm was applied，which has a quicker training speed and better stability，to set up a predictive model of the
building based on improved BP neural networks． With the statistical data of the public building electricity consumption
in Shanghai as a sample，the prediction model was testified． The test result shows the predictive model based on
improved BP neural networks is suited to the prediction of building electricity consumption．
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0 引 言

建筑节能在我国能源政策和能源科技中占据

相当重要的地位。它与能源结构调整、开发可再

生能源利用组成能源战略的重点［1］。建筑能耗

预测方法，可以为城市建筑能耗发展进行很好预

测，结合预测可以进行科学合理的能源规划和合

理布局。
BP 神经网络训练是一种非线性拟合的方法，

经过训练的神经网络，对于不在样本集中的样本
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附近的输入也能给出合适的输出。由于 BP 神经

网络的强非线性拟合能力，学习规则简单，便于计

算机实现，因此目前多利用 BP 学习算法来进行

神经网络的训练［2］。研究结果表明，人工神经网

络具有非常好的非线性映射能力、泛化能力和容

错能力，而建筑能耗系统本身可看作是关于时间

序列的一个高度非线性系统，故可用一个多层的

BP 神经网络来对建筑能耗进行模拟。
目前，建筑设备大部分以电力为驱动，电能消

耗是建筑能耗的主体［3］。本文以建筑的用电量

预测代表建筑能耗预测来进行分析。当前建筑用

电量主要采用线性模型进行预测，而建筑用电量

是一个非常复杂的非线性系统，因此预测结果不

是很理想。文章首先介绍了建筑用电量的影响因

素，BP 神经网络的基本概念，并针对传统神经网

络算 法 的 缺 点 用 L-M 算 法 进 行 改 进，最 后 用

Matlab 对上海某栋大型办公建筑原始用电量的数

据进行分析，根据分析结果构建了基于改进的 BP
神经网络的建筑物用电量预测模型，仿真及实践

结果表明，该预测模型是可行的。

1 建筑用电量影响因素分析

办公类建筑能耗按用能系统的主次关系分

类，主要包括制冷通风能耗、采暖能耗、照明能耗、
室内办公设备能耗和其他综合能耗。其中空调采

暖能耗包括电耗和冷热源能耗，其他综合能耗主

要包括电梯以及生活水泵等设备电耗［4］。国内

的学者在影响国内建筑能耗的因素方面做了许多

研究工作，例如杨晓敏［1］、王海勇［5］等都研究了

建筑能耗的影响因素，其中杨晓敏在上海地区公

共建筑能耗现状与节能分析中研究了上海地区三

栋典型的公共建筑，对其能耗进行了夏季逐时实

测，分析了其运营方式、建筑能耗及空调能耗的特

点及关系，找出了影响各类建筑能耗的主要因素。
杨晓敏根据三栋公共建筑不同的建筑特性对数据

进行了典型日与全年能耗分析，对于办公建筑得

出如下结论: 工作日内，办公建筑的逐时能耗与员

工的作息时间表直接相关; 休息日内，由于人员较

少，办公建筑逐时能耗受室外温度条件影响较大。
对于办公建筑全年能耗，影响最大的因素为室外

气温。由于当天的办公人员和温度波动较大且具

有较大的不确定性，因此适合采取连续预测的

方法。
办公类建筑用电量由于受到各种因素的影

响，具有时变性、复杂性、随机性、非线性等特点，

所以其预测是一个难点。

2 BP 神经网络基本理论

BP 神经网络预测方法不需事先预知模型的

映射关系，能以任意精度逼近任意连续的函数，适

用于影响因素复杂、因素之间关系复杂的高度非

线性系统及对预测速度要求不高的场合。
研究表明，当 BP 神经网络的隐含层神经元

数目增加到足够多时，可以以任意精度逼近任何

一个具有有限间断点的非线性函数。BP 神经网

络是一种具有三层或三层以上的神经网络，包括

输入层、隐含层和输出层; 上下层之间实现全连

接，每层神经元之间无连接［6］。BP 算法的网络结

构示意图如图 1 所示。

图 1 BP 算法的网络结构示意图

隐含层节点的输出:

yk
h = f(∑
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zkj = f(∑
N2

h = 1
ωhjy

k
h + γ j ) =

[f ∑
N2

h = 1
ωhj f ∑

N1

i = 1
ωihx

k
i + θ( )h + γ ]j ( 2)

式中: θ———隐含层节点的阀值;

γ j———输出节点 j 的阀值。
定义误差函数 E( w) :

E( w) = 1
2∑
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式中: E( w) ———误差函数;

Yi———学习样本的输出值;

Y'i———网络训练后的实际输出值;

n———学习样本的个数;

w———网络权值和阈值所组成的向量。
对于 BP 网络的训练过程，可以分为三个阶

段:① 由训练样本构成的信息流向输入层，经过

逐层的计算流向输出端的过程; ② 根据实际输出

与理想输出之间的误差得到的调整信息流，由输

出端逐层向输入端反馈的过程; ③ 根据调整后的

网络进行训练样本的再训练过程。

3 建筑能耗 BP 神经网络预测模型

建立

BP 神经网络预测最重要的是选择训练样本。
训练样本的选择主要受两个因素的影响: 其一是

训练样本的长度。样本长度并非越长越好，过长

的训练样本不仅影响计算速度，还会导致拟合精

度的下降。其二是训练样本的代表性。这一问题

受原始资料的约束较大。有的研究对象本身就缺

少数据，样本的代表性必然受到影响。
由于能耗系统的复杂性，电量消耗的影响因

素又是方方面面的，所以应根据实际情况考虑影

响因素。根据历史记录对网络进行训练，训练好

的网络再通过另外的已知数据进行检验。
3． 1 原始数据分析

本预测模型采用上海某公司建筑大楼 2011
年 12 个月每日的用电、气温组成了神经网络训练

数据库。
在建立 BP 神经网络预测模型之前需要分析

所研究的样本的数据规律，根据统计分析来确立

模型的输入和输出。这样可以使得预测结果更加

精确。所得到的数据有一年中每天的峰电、谷电、
平电和平均气温。利用 Matlab 将所要研究的这

几个变量用曲线的形式表示出来进行对比分析，

以初步确定预测模型的输入和输出量以及样本的

组织。各个变量和气温的周平均值如图 2、图 3
所示。

由图 2 可知，所有数据整体可看成连续的、具
有一定规律的非线性函数，因此可以用BP神经

网络进行预测; 通过分析发现，在一周内数据变化

图 2 各变量的周平均值对比

图 3 气温的周平均值

趋势较平缓且没有跳跃现象，因此考虑以周为单

位进行预测; 峰电、谷电和平电的基本趋势相同，

因此可以同时进行预测。通过图 2 各变量的变化

与图 3 温度的变化对比易可知，电量的消耗与温

度变化关系很大。又由上述分析结果可知，办公

建筑大楼能耗适合连续性预测，可以把峰电、谷

电、平电和温度这 4 个变量建立一个 BP 神经网

络模型以周为单位进行连续性预测。
3． 2 输入数据的预处理

由于输入的数据变化范围大，而神经网络要

求输入和输出应限制在一定的范围内，这样做在

提高网络训练速度的同时还可以减小奇异样本对

神经网络性能的影响，故训练前要对网络进行标

准化处理。采用 Matlab 中的 mapminmax 函数［7］

为网络的训练进行初始化预处理，使得所有值限

制在［－ 1，1］。
［pn，ps］ = mapminmax( p)

［tn，ts］ = mapminmax( t)
( 4)

式中: p，t———标准前的输入和目标样本;

pn，tn———标准化后的输入和目标样本;

ps，ts———对 p 和 t 的信息解释。
pn = 2 × ( p － pmin) / ( pmax － pmin) － 1

式中: pmax，pmin———输入样本的最大值、最小值。
网络训练后得到的输出是变换后的输出，需
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要用 mapminmax 函数进行逆变换。
a = mapminmax( ‘reverse’，an，ts) ( 5)

式中: an———训练好的网络仿真输出;

a———逆变换后的仿真输出。
使用训练好的网络对新数据进行检验时也应

对新数 据 进 行 初 始 化 预 处 理，这 里 采 用 函 数

mapminmax。
pnewn = mapminmax( ‘apply’，pnew，ps) ( 6)

式中: pnew———新样本数据;

pnewn———处理后的新数据。
3． 3 改进的 BP 神经网络算法步骤

传统的 BP 算法采用的是最速梯度下降法修

正权。该方法容易陷入局部最小且影响收敛速

度，因此 需 要 对 传 统 的 BP 神 经 网 络 算 法 进 行

改进。
针对传统 BP 神经网络的算法的缺点，采用

Levenberg-Maquardt 优化算法［8］来调整权值，减小

网络误差。其基本思想是使其每次迭代不再沿着

单一的负梯度方向，而是允许误差沿着恶化的方

向进行搜索，同时通过在最速梯度下降法和高斯-
牛顿法之间自适应调整来优化网络权值，使网络

能够有效收敛，大大提高了网络的收敛速度和泛

化能力。
设 wk 表示第 k 次迭代的权值和阈值所组成

的向量，新的权值和阈值所组成的向量 wk + 1为

wk+1 = wk + Δw
则其权值调整公式为

Δw = JT ( w) J( w) + μ[ ]I －1JT ( w) e( w) ( 7)

J( w) =

e1 ( w)
w1

e1 ( w)
w2

…
e1 ( w)
wn

e2 ( w)
w1

e2 ( w)
w2

…
e2 ( w)
wn

   
eN ( w)
w1

eN ( w)
w2

…
eN ( w)
wn

( 8)

式中: e———误差向量;

J———误差对权值微分的雅可比矩阵;

I———单位向量;

μ———用户自定义的学习率。
μ 是一个标量，当 μ 增加时，它接近于具有较

小的学习速率的最速梯度下降法，当 μ 下降到 0

时，该算法就变成了高斯-牛顿法了。
具体训练步骤为

( 1) 计算出网络的输出和误差平方和;

( 2) 用 Levenberg-Maquardt 优 化 算 法 求 出

Δw，用 w + Δw 重复计算误差的平方和。如果新

的和小于第一步中计算的和，则用 μ 除以 θ( θ ＞
1) ，并有 w = w + Δw，再重新计算网络的输出和误

差平方和; 否则用 μ 乘以 θ 求 Δw，再重复计算误

差的平方和。当误差平方和减小到某一目标误差

时，算法即被认为收敛。
3． 4 网络结构

如前所述，将本模型的数据样本每 8 天组成

一个组。数据共 357 个，以 8 天一个组，即前 7 天

的平均气温、峰电、平电、谷电为输入，第 8 天的峰

电、谷电、平电为输出建立非线性关系，其中取其

前面 240 个样本数据作为训练数据，后面 117 个

数据作为检验数据。基于此，训练样本输入为

［28 × 240］的矩阵，输出为［3 × 240］的矩阵。检

验样本输入为［28 × 117］，输出为［3 × 117］。
现有的神经网络理论表明，三层前馈神经网络

可以任意接近任何非线性模型，故选择三层神经网

络进行建筑用电量的预测。三层神经网络结构输

入层和隐含层之间的传递函数选用 tansig 函数［9］;

输出层 神 经 元 传 递 函 数 选 用 purelin 函 数。在

Matlab 中利用 newff 函数产生神经网络，同时建立

网络的 结 构 和 训 练 函 数，Matlab 工 具 箱 中 带 有

Levenberg-Maquardt 优化方法的训练函数 trainlm。
隐含层节点的选取是一个较为复杂的问题，

隐含层节点太少，可能造成网络训练不足，不能识

别以前没有学习过的样本，容错性能差; 而节点太

多，又使得学习时间过长，误差也不一定能保证最

佳。如上所述已选择了网络的输入节点数为 28，

输出节点数为 3，设输入节点数为 n，则隐含层节

点数可以根据 Hecht-Nielsen 理论设为 2n + 1，同

时通过反复的试验并综合考虑收敛速度及精度，

设隐含层节点数为 57。最后网络的拓扑结构为

28 × 57 × 3。
3． 5 网络训练

利用 Matlab 自带的软件进行数据训练，当网

络训练的误差为 10 －5 认为收敛。下面为网络训

练过程及训练误差。训练过程如图 4 所示。
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图 4 训练过程

训练误差如图 5 所示。

图 5 训练误差

从训练过程和训练误差可以看出训练收敛，

且收敛结果较理想。
3． 6 结果分析

预测误差如图 6 所示。

图 6 预测误差

从图 6 可以看出，有 95% 的数据的误差在

8%以内，误差在可接受的范围。如果极度减小误

差会造成训练过度，局部最优。总之，预测结果是

令人满意的，预测模型的建立也符合要求。可知

神经网络预测模型适合建筑用电量的预测。

4 结 语

从以上试验结果可知，利用 BP 神经网络模型

来建立建筑能耗预测模型是完全可行的。神经网

络作为分析建筑物能耗的一个新的方法，具有强大

的学习功能，只需通过输入建筑物的少量参数就可

快速预测该建筑物的用电能耗。改进的神经网络

算法克服了传统神经网络的不足，使得该算法更适

合于建筑能耗的预测。该预测方法依然存在不足

需要进一步的改善，一方面，可以采取措施进一步

提高该预测模型的精度; 另一方面，这里是短期预

测，以天为单位，以后可以考虑长期预测，如以月为

单位进行预测，相信可以更有实际意义。
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